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Les graphes sont partout
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Les graphes sont partout

De plus en plus utilisés grace a un riche écosystémes de bibliothéques
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Concepts fondamentaux

Un graph (G) est constitué¢ de nceuds (V) et d’arétes (€) :

G=9

V = {ab,c,....k}
& = {ab,ad,bf,...kj}

Matrice d’adjacence A € RIVIXIVI

/

Matrice d’adjacence

1, (i,j)e€

A€ RVl (el que a;;= {0 sinon

A= iy ====-| j

|V| : nombre de nceuds dans le graphe

A est symétrique pour tout graphe non orienté

o ©
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Concepts fondamentaux

Exemple
b
a a b c d e
c d 1 11 1 0\ 2
11010)|Pb
¢ A=]1 0 1 0 1| ¢
1101 0)d
00 10 1/ e

e

Différentes configurations

Orienté vs non orienté
« Non orienté: A = AT
« Orienté : A est assimétrique
Ex: dans un réseau social, les relations d’amis peuvent étre bidirectionnelles ou non.

Poids: Une aréte peut avoir un poids w;; € R
Ex: dans une molécule, un poids peut étre la force d’attraction entre 2 atomes.

Caractéristiques : les nceuds/arétes peuvent avoir des caractéristique ¥; € R%
Ex: dans une molécule, un noeud peut contenir le nombre d’¢électrons, protons,
neutrons (donc 3 caractéristiques).

Multi-relationnel : différents types d’arétes (i,j,t) € €
Ex: dans un graph social, ¢ est la relation (parent, époux, etc)

Hétérogéne : différents types de nceuds
\Ex: dans un réseau d’interactions sociales (personnes, institutions, objets, etc) /
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Différentes taches

Node Classification Link Prediction Graph Classification
e @ @@ ®_ 0
oo o o9 0,%,P

® o ¥ o/ ®
) — ® ¢d¢

Community Detection Anomaly Detection
9o

oOC 09 OOO




4 Différentes taches Graphe N
Node Classification /y\liréles
@ ® Etiquettes

@ O ® Identifier les intéressées
Q par la science fiction en analysant leurs
amitiés dans un réseau social
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Différentes tiches Graphe )
o Arrétes
Graph Classification EIiL]UCﬁCS
@ O
.0 ®
® 00O L .
® Déterminer si une molécule est soluble dans
® 900 I’eau basé sur les qui la constitue

et des liens entre cux.

4 Différentes taches Graphe N
Arrétes
Link Prediction Eliquellcs

o Q H Déterminer dans un atlas routier si une
Q O rue entre deux est bloquée (ou
@

non)
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Invariance et équivariance
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4 Les CNNs sont invariants a la translation )
i
« Chien »
-:' 7 — >« Chien »
O \<< Chien »
i
o %
14
Ees classifieurs CNNs sont invariants a la translatio}
2 (classification)
B
« Chien »
}} > CNN « Chien »
« Chien »
fO)
1Y
i

f(T) =f)

ou T(.) est ’opérateur de translation
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es CNNs sont invariants aux petites variations locales

T « Chien »
i / \ « Chien »

« Chien »

« Chien »
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1. N

a segmentation par CNN est équivariante a la translation

x f(x)

K

CNN

K

CNN

K

CNN
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(L

a segmentation par CNN est équivariante a la translation

x f(x)

11

f(T) =T ()

<

ou T(.) est I’opérateur de
translation

- | L

CNN
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Pourquoi les CNNs ont
ces propriétés?

\ /
19
4 Convolution h

i) =D D =) = mh(nm)

* implique un produit scalaire + une translation
* les poids du filtre sont fixes pour I’ensemble des pixels

/

Convolution

\ ision medium.com/wh: I i d-why-d 5 i £18139d4c59 /
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Convolution

Gem@) =) Y xi=nj-mhmm)

Par conséquent

» La sortie d’une convolution (et CNN) est prévisible lorsque le signal est translaté
» Les calculs sont locaux (fenétre NxN)
» Les petites variations locales ne contaminent pas la sortie
» C’est I'intérét d’avoir des petites convolutions (3x3) a travers plusieurs
couches d’un réseau profond

N Y
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En résumé I

j(Chxen»
. [ o
Invariance
Wl
e
'S ¥

f(TG) = f()

Equivariance
A7) = 1(f(0)

/
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Le graphe le plus simple:

un ensemble de points

(un graphe sans aréte)

24
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Ensemble de points

Trés pertinent : conduite autonome, reconstruction 3D, Lidar...

\MadclNcHﬂ
Clearpath Robotics
5 LC O \ikalche U

e

Graphes sans aréte

Que des neeuds

G=w%

Soit ¥; € R® le vecteur de caractéristiques du nceud i.

Soit X € RVIX41a matrice de caractéristiques contenant les vecteurs
de tous les nceuds i

X == (5(?1,9?2, ,Q_C)n)T

26
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Ensemble de points

Ex.: ensemble de 5 neeuds avec des caractéristiques 2D

3 = (12)

@ =25
’?b:(;g)o o P :( 8 ) 8 =23
Ce) =23 12 25
. :Cé) o X = —14 323
%a= (1) 7 33

27
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Graphes sans aréte

Remarque: en faisant cela, nous avons imposé un ordre dans
la matrice X : X, est en premier et ¥4 est en dernier

P :(12)

2= \25
fb=(;§)o o 3 =( 8 ) 8 —23
CE) -23 12 25
. _Cé ) o X= —14 323
%= (373) 733

28
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Graphes sans aréte

Remarque: ’ordre dans lequel les nceuds sont inscrits ne change
pas la nature de I’ensemble des nceuds.

8 23 -4 33 -4 33
12 25 12 25 12 25
X=(- 33 X=|8 =23 X=|8 -23
1 2 1 2 7 33
7 33 7 33 1 2

Toujours le méme ensemble de nceuds

~
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Ce qu’on souhaite

(pour la classification)

f(

30
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Ce qu’on souhaite

(pour la classification)

8 23 8 23
12 25 — P( 12 25 )
4 33 -4 33
7 33 7 33

On veut que le réseau de neurones soit
invariant a la permutation des lignes de X

Ve

Permutation matricielle

Une matrice de permutation contient des 0 et des 1 permettant
de permuter des lignes.

01 0 0 018 -—237 12 25
10 0 0 o0fj12 25 8 23
Py1345X =0 0 1 0 0|[-4 33 [F|-4 33
0 0 0 1 Off1 2 1 2
00 0 0 1iL7 33 7 33
00 1 0 018 -—-2311-4 33
0 1 0 0 o0fj12 25 12 25
P3514X =0 0 0 0 1|[-4 33 |7 33
10 0 0 Off1 2 8 23
00 0 1 o0iLt7 33 1 2

32
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Réseau invariant a la permutation

Un réseau de neurones est invariant a la permutation si pour
toute matrice de permutation IP

f(PX) = f(X)

33




e

Réseau invariant a la permutation

Un réseau de neurones est invariant a la permutation si pour
toute matrice de permutation P

Matrice de Matrice de
permutation caractéristiques

Al
fX) =G0

Réseau de neurones

\ /

34

4 Deep Sets

Un réseau trés générique et invariant a la permutation est celui
proposé par [Zaheer et al 2017]

fX) = Qv ¥ (%))

¢(.) et P(.) sont des réseaux de neurones, e.g. Perceptron

> $@) = a(Wyb + §¢)

\M Zaheer, S. Kottur, S. R B. Poczosl, R. inov, A.J. Smola Deep Sets, NeuRIPS 2017. /
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4 Deep Sets

Un réseau trés générique et invariant a la permutation est celui
proposé par [Zaheer et al 2017]

fX) = Qv (%))

¢(.) et Y(.) sont des réseaux de neurones, e.g. MLP 2 couches (ou plus)

- o) = J(Wéa(W;ﬁ + T%) + 3(21,)
- Y@ = cr(Wf,,a(Wllpﬁ + B}b) + Bﬁ,)

\M, Zaheer, S. Kottur, S. B. Poczosl, R. inov, A.J. Smola Deep Sets, NeuRIPS 2017. /
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4 Deep Sets

Ex: MLP a 3 couches + 1 somme

fX) = dCier P21 (X))

EEE

P (Xp) = Wﬁii + Ti}
¥, (h;) = W;h; + b,
¢(g) =Ws3g + bs

37
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Deep Sets Ex: MLP a 3 couches + 1 somme

P1(3) = WX + E1
¥2(hy) = Wah, +b;
¢(g) =W3g + b3

BEE R

>

H H®
g8 -231 [%1 ",
12 25 i, @, g
T is I " - 7’f (X)
S 7B,
7 33l |z h®,
h®

h
=1

yzzmi
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Deep Sets, illustration (réseau a 4 couches)

Y1(E) = WX + El
Pa(h;) = Wik, *_bz
¢(g) =W3g + b3

@B

Permutation de 2 entrées

\

39
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4 Deep Sets, illustration (réseau a 4 couches)

fX) = dCiey 2(01(X1)))

o Bl IONET A

En raison de I’opérateur somme,
g reste inchangé. Par conséquent,
la sortie du réseau est invariante a
la permutation

e =f®
TR i ‘ZWL
- /
40
4 Deep Sets )

fX) = ¢Qicy P(X))

Comme la somme, d’autres opérateurs sont invariants aux
permutations (ex. min, max, moyenne, etc.)

41

4 Deep Sets

fX) = p(@icvyp(xy))

Comme la somme, d’autres opérateurs sont invariants aux
permutations (ex. min, max, moyenne, etc.).

11 est d’usage de représenter 1’opérateur d’agrégation par @;ep

42



Graphes sans aréte : classification des nceuds
(segmentation)

On cherche un réseau de neurones équivariant a la permutation

Matrice de
caractéristiques

(_/

DS
fRX) =P f(X)

\ Réseau de neurones

<

43

(segmentation)

fO = d(&yp (@)

On a qu’a retirer ’opérateur d’agrégation

P(xy)
f(X) = 1€79)

Y(Ex)

\ et c’est le mieux qu’on puisse faire avec des graphes sans aréte./

Graphes sans aréte : classification des nceuds

44

/

Deep Sets, illustration (MLP 3 couches) )
FX) = o2 (1 (X))

B E

H®

8 -231 [T e, G
122 25 X2 @, fG2)
—4 33 |-|% .| —|f@s) f(X)
1 2 N I3 3

7

— JieD]
331 |z R, fGs)
@

FrEss =

45
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Deep Sets, illustration (MLP 3 couches)
fX) = ¢(P(P1(X)

EEE

Permutation de 2 entrées

46

4 , , I
En résumé

I’apprentissage sur des ensembles de points se fait en appliquant
une fonction équivariante ¥ sur chaque nceud indépendamment

i 5]

auquel on ajoute un agrégateur invariant si nécessaire

—

FX) = d(@icyp(*y)

47

PointNet [qietal 2017]

Une parfaite illustration

car?

Classification Part Segmentation ~ Semantic Segmentation

C.Qi, H. Su, K. Mo, L. Guibas PointNet: Decp Learning on Point Sets for 3D Classification and Segmentation, CVPR 2017

%

48
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PointNet (qi etal 2017]

Une parfaite illustration

Réseau de classification invariant a la permutation

Classification Network

input mlp (64,64) feature mlp (64.128,1024) R

mlp
s {1}
transform — transform pool 10os  (512256K)
4.%‘ . E nx1024 C—— 1
global feature i

output scores

input points

C. Qi, H. Su, K. Mo, L. Guibas PointNet: Deep Learning on Point Sets for 3D Classification and Segmentation, CVPR 2017

\ /
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PointNet [qietal 2017

Une parfaite illustration

Réseau de segmentation équivariant a la permutation

Classification Network

input mlp (64,64) feature mip (64,128,1024) max mlp
£ [ tansforn — transform pool oy (512256K)
2 | s
212 1%  Fnd nx1024 C——
g global feature i

output scores

n|x 1088

output scores

mlp (512,256,128) mlp (128,m)
Segmentation Network

C.Qi, H. Su, K. Mo, L. Guibas PointNet: Deep Learning on Point Sets for 3D Classification and Segmentation, CVPR 2017

\ /
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Figure 21. PointNet segmentation results on complete CAD models.
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Apprentissage sur des graphes

52

Apprentissage sur des graphes

Matrice d’adjacence

G=W,8 a b c de
11110\ 2

b 11010)|Pb

X A=|1 01 0 1|c¢
11010)d

c d 0010 1/ e

On souhaite toujours avoir un réseau invariant/équivariant

\ /
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Ce qu’on souhaite

Ensemble de points

FO = £(

f(2)=f()

54
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Apprentissage sur des graphes

Matrice de caractéristiques

e
X
G=W,8) x=lz
%
b Xe
a Matrice d’adjacence
c d a b c de
1111 0\ 2
e 11010|Pb
A=11 0 1 0 1| ¢
11010 4d
00 1 0 1/ e

On souhaite toujours avoir un réseau invariant/équivariant

\ /

55

Permutation des nocuds a et ¢

Matrice de caractéristiques

G=W98
b

a Matrice d’adjacence

c d [cIv[a] a e
1010 1\[c]
e 01 110)|0Db
A=|1 11 1 o]
01110/ d
100 0 1/ e

On souhaite toujours avoir un réseau invariant/équivariant

\ /
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\

Permutation

La permutation de 2 (ou plus) éléments dans un graphe implique
la permutation de la matrice X

PX

la double permutation de la matrice d’adjacence

PAPT

57
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Matrice de permutation

[_/Matrice A d’oﬁ

0010 0/1 11100 0100
010001 1010|l01000

Ps21454P5,4s =1 0 0 0 of[1 0 1 0 1{|1 0 0 0 o
000 10[{11010fl000T10
00 0 0 1J\0o 01 0 1/0 0 0 0 1
1010 1
01110
:11110J
01110 Matrice A permutée
100 0 1
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Permutation sur les graphes

Invariance (pour la classification du graphe)

f(PX,PAP") = f (X, A)
E‘quivariance (pour la classification des nceuds)

F(PX, PAPT) =Pf (X, A)

59

Voisinage (neighbourhood) \

Le voisinage d’un neeud 7 dans un graphe est généralement constitué de
neceuds avec lesquels il partage une aréte

Ne={:@NeE V(i) eE}
On peut mettre les vecteurs de caractéristiques du voisinage dans une matrice
Xy, ={%:€j €N}

Et définir une fonction sur le voisinage

o (% X,)

60
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IMustration

X]\fb = {fav fcv fdvfe}T /

Que peut-on faire avec ce formalisme?

Entrée : (X,A) Espace latent : (H,A)

\ /
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\

Que peut-on faire avec ce formalisme?

Classification de nceuds

ﬂ(ﬁi)

Entrée : (X,A) Espace latent : (H,A)

o /

63
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Que peut-on faire avec ce formalisme?

——

Classification du graph

3 p(Dievhi)

Entrée : (X,A) Espace latent : (H,A)

\ /
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Que peut-on faire avec ce formalisme?
‘\‘ Prédiction de I’existence
N \ d’une aréte
""" =3 p(hi by e)
Entrée : (X,A) Espace latent : (H,A)
\ Dans tous les cas : p(.) est un réseau de neurones /
65

Quel est le contenu de

d)(fi'XNi)

(?

66
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Rappel

¢ (), P() et p(.) sont des réseaux de neurones, e.g.
> ¢W)=0(Wyb+by) ¢ D) =o(Wyii+Vyi +by)

> p@)=oW,b+b,)  pD) =a(W,i+V,b+b,)

67

Trois familles de méthodes ¢(fi, X Ni) R

Convolution Attention Passage de messages

\ XNd = {fav )_éb! J-écr)_c)d} /

68

/ Commengons avec 1’opération qui nous est \
la plus familiére : la convolution

Convolution

69
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hg=¢ (fd’ eaiEJv‘dCidd’(-’_éi))
avec cig ER

En général,

*  (jq est une constante issue de A non apprise
par le réseau

* @ien, est une sommation/moyenne

M. Defferrard et al. Convolutional Neural Networks on Graphs with Fast Localized Spectral Filtering, NeuRIPS 2016
F. Wu et al Simplifying Graph Convolutional Networks, ICLR 2019

\

4 GNN a convolution A

70

e

GNN a convolution

ha = ¢ (fdr@ieNdCidllJ(fi))

avec cig €ER

Exemple d’une solution viable

ha = O (CaaW(Xa) + cpatp(@p) +ccqa W) + caaP (%))

M. Defferrard et al. Convolutional Neural Networks on Graphs with Fast Localized Spectral Filtering, NeuRIPS 2016
F. Wu et al Simplifying Graph Convolutional Networks, ICLR 2019

\
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4 GNN a convolution

Plusieurs variantes possibles...
hg = ¢(Sien,Cia%i)
%_J

Somme pondérée des voisins

et si cjqg = A;q (contenu de la matrice d’adjacence)

ha = $(4aX)
Pour le graph au complet
H = ¢(AX)

Networks, 2016

Thomas N. Kipf and Max Welling Semi-Supervised Classification with Graph C

\

%

72
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4 GNN a convolution

Plusieurs variantes possibles...

N .

hy

Tres utile pour les graphes homophiles
(le poids des arétes encodent la similarité)

Et si
Tres utilisé industriellement

Pour le graph au complet
H = ¢(AX)

M. Defferrard et al. Gonvoletional Newral Networks on Graphs with Fast Localizsd Spectral Filtering, NenRIPS 2016
F. W ct al Simplifying Graph Convolutional Metwerks, ICLE. 2019

N
73

_/

4 GNN d’attention

ha = ¢ (fdr@ieNda(firfd)w(fi))

avec a(X;,X%y) ER

a(¥;,X4) est une fonction qui détermine
Pintensité du lien entre les noeuds 7 et d.

M. Velickovic et al. Graph Attention Network, ICLR 2018
S. Brody ct al How Attentive are Graph Attention Networks? ICLR 2022

\
74

4 GNN convolutif vs GNN d’attention

d
< agy

ha=¢ (fd»ﬂaiewda(fi»fd)W(fj))

ﬁd =¢ (fd. eaie]\fdcdiw(fj))

Dans les 2 cas, on a une somme pondérée des vecteurs transformés par un réseau

Dans le cas d’un GNN multicouches

* Les coefficients ¢y; sont fixes et les mémes pour toutes les couches
* Les coefficients a(¥; X4) s’adaptent au contenu de chaque couche.

76
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GNN avec passage de messages

Passage de messages

ﬁd =¢ (55'4, Dien, 1xt’(’_‘}"jéﬂl))

Les arétes apprennent 1’information a combiner a chaque nceud

P. Battaglia et al. Relational inductive biases, deep learning, and graph networks, arXiv:1806.01261

\2018 /

77

4 N

GNN avec passage de messages

Passage de messages

Ry = (fd,eaiewd 1/’(9?1',9?:1))

Différences

* GNN conv : Les coefficients cy; sont fixes et sont des scalaires
* GNN attention : Les coefficients a(¥;, %) s’adaptent et sont des scalaires
* GNNPM : Les éléments (&, %;) s’adaptent et sont des vecteurs

P. Battaglia ct al. Relational inductive biases, deep learning, and graph networks, arXiv:1806.01261

\2018 /
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Convolution Attention

Passage de messages

Les 3 approches implémentent une combinaison de MLPs

79
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Convolution Attention

Passage de messages

Les 3 approches respectent les principes

* d’invariance aux permutations — @;c opérateur d’agrégation
* d’invariance aux perturbations locales mineures — N, voisinage
* d’équivariance — (%, %,) est le méme pour tous les neeuds

\
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Convolution Attention

Passage de messages

* GNN d’attention : cas particulier de GNN Passage de messages
*  GNN convolutif : cas particulier de GNN d’attention

* GNN sans aréte : cas particulier de GNN de convolutif

* CNN sur une grille réguliére: cas particulier de GNN convolutif

Version la plus générique des GNNs
a ce jour

Graph Nets*

* P.W Battaglia et al. Relational inductive biases, deep learning, and graph networks, arXiv:1806.01261 2018
\github.com/deepmind/graphinets

%

82
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Version générique des GNNs

De fagon générique:

Les arétes peuvent étre uni- ou
bidirectionnelles

et

Neeud: vecteur de caractéristiques
%

Aréte: vecteur de caractéristiques

Xij
Graph: vecteur de caractéristiques

Xg

83

Un graph (G) est constitué de noeuds (V),
d’arétes (€) et d’un noeud global:

G=W.EG)
V= {Z}iz1m)
€=} e
6=%,

84

Version générique des GNNs

G=W,E&06)

h: vecteur latent
(sortie d’un RN)

28
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Version générique des GNNs
Mise a jour des arétes
hl] = l/)()?i,)?j,fij,fg), Vij € E

~

Version générique des GNNs

Mise a jour des arétes
‘ h’U = lp(}zi,fj,fij,fg), Vl] €&
Agrégation des arétes de chaque neceud
(0] hy, =®ijen, hij vk eV
O

87

\

4 Version générique des GNNs

Ek = ¢(fk, FlNk, )?g)

Mise a jour des arétes
‘ hl} = lp(fi,fj,fij,fg), Vl] €&
k\
i Agrégation des arétes de chaque nceud
O ! - -
; hy, =®ijen, hij Vk eV
L o
Mise a jour des nceuds
vk eV

88
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Version générique des GNNs
Mise a jour des arétes
g hij = l/)()?i,)?j,fij,fg), Vij € E
Agrégation des arétes de chaque nceud

‘ ‘ ‘ HN;( :$ijENk Flij vk €V
Mise a jour des nceuds
®© ® ®

R = ¢ (Fi, by, %) vk eV

Agrégation des nceuds
hy =@kev hk

89

Version générique des GNNs

Mise a jour des arétes

‘ h’U = lp(}zi,fj,fij,fg), Vl] €&
Agrégation des arétes de chaque nceud
o ® o) hin, =®ijen, hij vkEeV
o Mise a jour des neeuds
] ] 7 S 7 S
hie = ¢ (e, hy 2g) vk eV

Agrégation des nceuds
hn =@kev hx

Mise a jour du graph

\_ Hg = p(ﬁn' ENk'fg) J

90

Autre représentation d’une couche GNN

GNN GNN GNN
Go _| Layer | Layer 2 |" . _'| Layer M |"gM
G1
J

e

GNN
Go={| rayer | [=>Gm

\ Arétes Neeuds Global /

30



Autre représentation d’une couche GNN

Equivariant

Arétes Neeuds Global

92

Autre représentation d’une couche GNN

Que des MLP!
V¢, p
L. &,
Hy
He

Arétes Neeuds Global

93

En conclusion...

94
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Principe d’invariance
Principe d’équivariance

3 familles
* GNN convolutif
* GNN d’attention
* GNN passage de messages

Graph Nets = le GNN e plus générique qui soit

GNN = des MLP bien agencés!

95

32



