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Soient des données de 2 classes ® ct @
(ici dans un espace 2D)

N

Vi (‘) = classe 1
Va (. ) = classe 2

Le but est de trouver une function y_ ()?) telle que
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Entrainement avec plus de 2 classes
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Soient des données de 3 classes @, Oct @
(ici dans un espace 2D)
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Le but est de trouver une function y ()?) telle que

Vi .) = classe 1
V@)= classe 2
y,\@)= classe 3

>

Notation

Ensemble d’entrainement: D ={(%,,,),(%,.2, ).... (X, .2, )}

%, e R’ vecteur de données du n-€éme élement
t, e, ey} étiquette de classe du i-éme élément

Fonctions: avec D, on doit apprendre une fonction de classification

y,(%): R > {c.cne, )

qui nous informe 2 quelle classe appartient le vecteur X .




Au menu : 5 méthodes, ' ‘
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Régression
Modgeles génératifs -
Discriminant de Fisher]

Emettent I’hypothése que les données sont gaussiennes

Solution de type « closed form » (inversion de matrice)

PGI‘CGptI’OIl Aucune hypothése quant  la distribution des données
Régression logistique [

Solution obtenue grice a une descente de gradient.
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Introduction a la classification linéaire

Au tableau !!!




Séparation linéaire

(2D et 2 classes)

biais poids

V(X)) =w, + wx, +w,x,

- ° o
X, D=0 3@=0
°o ° /’/
o . ¥
e ©©° 7
° //' :* *
T kx ke p®>0
<'/ * * S
N\ X,
W

— T —
=W, +w X
=w'Tx'
=\ —T — .
yv—v(x)—w?c o

pas S

2 grands advantages. Une fois ’entrainement terminé,
1. Plus besoin de données d’entrainement
2. Classification est trés rapide (produit scalaire entre 2 vecteurs)
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Séparation linéaire

Exemple jouet

biais poids

|\

=(2.2,-5.5,4.4)

vy (B)=Ww'%, =(2.2,-5.54.4

vy () =Ww'%, =(2.2,-5.5,4.4

~

X, esten FACE du plan

l©

%, est DERRIERE le plan

(1
3
K
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6
1
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Régression

Emettent 1’hypothéque que les données sont gaussiennes

Solution de type « closed form » (inversion de matrice)

Emettent aucune hypothése quant a la distribution des
L données

Solution obtenue grace a une descente de gradient.

"
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Régression par les moindres carrés
(section 4.1.3, Bishop)

12

Régression par les moindres carres

Cas 2 classes

On peut classifier des données en utilisant une approche de
régression comme celle vue au chapitre précédent.

* On pourrait prédire directement la valeur de la cible (+=1.0 vs t=-1.0)

e Si Ve ()z)z 0 on classifie dans Classel sinon dans Classe?

13




/Régression par moindres carres RAPPEL

N <

On a vu qu’on peut utiliser une fonction d’erreur par moindres carrés

Maximum de vraisemblance i = arg min ﬁ“(t" —y.(E))
W n=1
‘—T—J
Ep()
. . . — L= EENY —T —
Maximum a posteriori w=argmin Z, (6, = ya (&) + 20"
) - L r J
R 4
Ep(W)

G oOd News- On peut prendre la méme

approche pour la classification

14

Régression par les moindres carrés \

Cas 2 classes RAPPEL I

N
Maximum de vraisemblance w=argmin ) (t, — v (X))
-

Wy = (X" X) XTT

N
Maximum a posteriori w=argmin (¢, -y, (%)) + "W

n=1

W = (XX + AI) XTT

Ces fonctions de cofit s’appuient sur
I’hypothése de données gaussiennes 1 J

15




Régression par moindres carres

Régression logistique ( voir plus loin)

4

Moindres carrés (maximum de vraisemblance)

x
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Données
gaussiennes
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x
x

x
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Données
Non-gaussiennes

Régression par les moindres carres

Cas K>2 classes

On va traiter le cas K classes comme une régression multiple

* Cible : vecteur a K dim. indiquant a quelle classe appartient 1’entrée

* Exemple : Pour K=5 classes et une entrée associée a la classe 2

t =(-1 1 -1 -1 -1)

» Classification: On classifie dans la classe k une donnée dont la valeur
de ¥y, (X) est la plus élevée.

'
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Régression par les moindres carres

Cas K>2 classes

Le mode¢le doit maintenant prédire un vecteur

YW(X)Z W'x

ou W est une matrice K x d

Chaque ligne de W peut étre vue comme un vecteur W, du modéle Vs, (55) =W, X

pour la k“cible

'

18

Example
-.6
yw(X)=Wx=|-4
-2

(Cas K=3 classes

* (1.1,-20)
p-&

-.49
41
.05

4
24
—-.36

i -

Vg (X) est max

Voo estmax’ o o °
2 y L o @ g
.

*':.-.Slo

Vg o(¥) est max

1
1.1
-2.0

~19
=|-43

Classe 0

Classe 1

Classe 2

"
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Mod¢les génératifs

Emettent 1’hypothéque que les données sont gaussiennes|

Solution de type « closed form » (inversion de matrice)

Emettent aucune hypothése quant 4 la distribution des
L. données

Solution obtenue grace a une descente de gradient.

"
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Modeles probabilistes génératifs
(section 4.2, Bishop)

22
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Prenons le cas 1D, 2 Classes

Ex: examen de statistiques avec des étudiants en math et en informatique
P(x) A P(x,info) = P(info) P(x|info)

P(x,math) = P(math)P(x | math)

/

0 100 X

T

T est le seuil qui minimise I’erreur de classification

P(info) P(x =T | info) = P(math)P(x =T | math)

info

P(info) P(x | info) 2 P(math)P(x | math)

\_ ./

23
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P(info) P(x |info) > P(math)P(x | math)

math

est équivalent 2 un maximum a posteriori

Inconnue Connue

= arg max P(t)P(x | t)
t

t =arg max P(t | x) oute {math,info}

*

24

a

Prenons le cas 1D, 2 Classes

Ex: examen de math avec étudiant en math et en informatique

info

P(info)P(x | info) 2 P(math)P(x | math)

Si on suppose que la vraisemblance de chaque classe est gaussienne:

2
P(x|info) = \/27:6 exp[— (x;;l;nfo) ]
info info
2
P mathy = L exp| - O Hn)
\/ﬁaﬂmh ’ zo—jmath

ou
Moo - Moyenne des étudiants de math .

O - €cart - type des étudiants de math.

25
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Prenons le cas 1D, 2 Classes

Ex: examen de math avec étudiant en math et en informatique

info

P(info)P(x | info) 2 P(math)P(x | math)

Si on suppose que la vraisemblance de chaque classe est gaussienne:

(= )’ J

P(xlinfo)=\/27[10 exp(— 702
info info

! (0= )’

P(x|math) = exp| — ath

\/ﬂo_malh Zan;mth

et que
P(info) = w (Proportion des étudiants en info)
nb tot étudiants
P(math) = W (Proportion des étudiants en math)
\ nb tot étudiants 26

26

Mode¢le probabiliste génératif
Algorithme du seuil « optimal » |
1 1
Hing = Nim,;f”’ Hinatn = mlgfn
1 1
Ooto :m/”;ﬁgxn ~ Hingo )za T = N x,,§£x” ~ Hinan )2
P(math) = — Mo , P(info)= N
Nlnfo + Nma(h Nlnfo + Nma(h
POUR CHAQUE note x FAIRE
_ _P(info) _ (x ~ Hino )2
e, e"‘{ 20
P(math) (= )
P = _
" 270 """[ 207
SI P, > P, ALORS
t=1 /* étudiant « info » */
SINON
\ t=0 /* étudiant « math » */ 27 j

27
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L’algorithme de la page précédente
revient a un classificateur quadratique

v (x)=wx’ + wx+w, =0

w

28

4 Mode¢le probabiliste génératif

Classificateur quadratique, cas 1D, 2 Classes

P(info) P(x|info) = P(math)P(x | math)

. 2 2
Pinfo) (x #me) _ P(math) e #gmm)
v 27Z.O_infg 20—inl'o 2zo, 2O—malh

math

On peut facilement démontrer que

yo(x)=w,x + wx+w, =0

2 2
(o

info

— amath —

) =
2
_ 2 2
W= /umatho—info luinfoamath
2 2 2 2 .
— HintoC math _ HinatnCinfo _ 2 2 1‘{ O—mathP (lnfo) J

O-info Gmath
2 2 O, P(math)

Wo

~

-

29
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4 Mode¢le probabiliste génératif

Classificateur linéaire, cas 1D, 2 Classes

Si on suppose que o, =0, =C

P(info) P(x|info) = P(math)P(x | math)
P(info) exp[_ (x =y ] _ P(math) exp[_ (5= Hys) ]

2ro 20° 2ro 20°

yW(x):Wlx+W0 =0

(/umath _ :uinfo )

O_Z

w, = /uiifo _ luliath _ln P(lnfo)
’ P(math)

\ 20° 207

w =

30

4 Mode¢le probabiliste génératif

Classificateur linéaire, cas d-D, 2 Classes

(X)=wTx+w,=0

—

W= 2_1(/‘71 _/72)
W, = ﬁ;z_lﬁz _ ﬁsz_lﬁl “In P(C,)
2 2 P(C))

31
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Tel que mentionné au chapitre 4.2.2, lorsque les 2 classes n’ont pas la méme
variance-covariance, on peut utiliser le mode¢le linéaire mais avec la matrice

2 =P(C)xZ, +P(C,)X,

32

4 Mode¢le probabiliste génératif

~

Classificateur linéaire, cas 1D, 2 Classes
Maximum de

Si on suppose que P(info) = P(math) vraisemblance

P(110) P(x | info) = P(math)P(x | math)

P 7‘2&2 exp[— (x — Hinto )2 ] _ i@iﬂjll exp[— (x ~ Hnan )2 ]

202 Ino 207

Y (¥)=wx+w, =0

(/umath _ :uinfo )

O_Z

w =

2 2 Pliat
— /uinfo _ lumath _ln(ii‘ﬂ‘o) j

0 7 O
20° 207 P{math)

33
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4 Mode¢le probabiliste génératif

Classificateur linéaire, cas d-D, K Classes

On peut généraliser au cas a plusieurs classes

» Voir fin des sections 4.2 et 4.2.1

34

35
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Discriminant de Fisher]

L données

Emettent 1’hypothéque que les données sont gaussiennes

Solution de type « closed form » (inversion de matrice)

Emettent aucune hypothése quant a la distribution des

Solution obtenue grace a une descente de gradient.

-/

36

Discriminant linéaire de Fisher
(section 4.1.4, Bishop)

37
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(Classiﬁcation linéaire = Projection IB

(2D et 2 classes) yo(¥)=w, +W'F
X, AV (x)<0 *° Vg (X)=0 biais poids
/ 7’
o
e L
/./4///////’ -~

Tel que vu en classe, une
classification linéaire revient
aune projection vers un

_ espace 1D.
Ya (%)

N r

38

Classification lin¢aire = Projection IB

(2D et 2 classes) Y, (X)=w, +W'X
x2 Ayst(x)<0 yf.(f)ZO
y e
=7y
: v, (X¥)>0
xl

Hypothése gaussienne...

-

39
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(Classiﬁcation linéaire = Projection IB

(2D et 2 classes) Y, (X)=w, +W'X

Intuitivement, une bonne solution y (X)
en est une pour laquelle la distance entre
les moyennes projetées est grande.

" @0

W =arg max| i, — i
:argrngx|w L+ W, —w ,uz—w0|
2

= argmax|iv" (2 — f, )

N v

40

Classification lin¢aire = Projection IB

(2D et 2 classes) Y, (X)=w, +W'X

w=argmax|w" (i — [12)(
Ce probléme est mal posé car il suffit

d’augmenter W infiniment pour maximiser
cette fonction.

41
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(Classiﬁcation linéaire = Projection IB

(2D et 2 classes) Y, (X)=w, +W'X

\ w=arg m?X‘WT (/71 — 1 )‘
w

Par contre si on impose que la norme de w=1

on obtient que

woc (4, — i)

\ (preuve au tableau) o j

42

Discriminant linéaire

Une fois w calculé, il faut trouver le biais w,
» Un choix fréquent lorsque les classes sont balancées
__wutw
Wy =———""">
2

» Sinon

w =t Il + Ny Il
0 N +N,"" N+N,"°

ou NI et N2 sont le nombre d’éléments dans chaque classe.

43
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Discriminant linéaire
(2D et 2 classes)

Les 2 gaussiennes projetées:

~ T — ~ T —
=W i +W,  Hy =W T W,

~2 Ty - ~2  —-Ty —
\ O, =WZXW O0,=W2X,W

44

Discriminant linéaire de Fisher
(2D et 2 classes)

X, gl (@50

4 Critere de Fisher

~ -\
W:argmgx%
v o] +0,

On obtient le meilleur w en forgant le gradient a 0

Vﬁ; (/212_/'732)2 — 0
o, +02

45
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Discriminant linéaire de Fisher
(2D et 2 classes)

X, D8

On obtient le meilleur w en forgant le gradient a 0

V. (/”71 _/”72)2 =0

W2 =2
O'1+62

46

Discriminant linéaire de Fisher, @
(2D et 2 classes) A
/}.(i)zo Y ,\,

9

x, K D8

//’"1 b, o4 .
7 Critere de Fisher

(i — i)
w=arg mng %
w (o2 1 + O 5
Preuve en
classe ou
en devoir

:}WOCZ;(IZJI _/32)

=2, =2 & @) —a) + D, - )F, - )

1,=C, 1,=C,

N T

47




Discriminant linéaire de Fisher
(2D et 2 classes)

<

|
(S}

ol e
Yoo
./

=2 2 6 _2 2

Sans minimisation Avec minimisation
intra-classe intra-classe

VT/OC(IL_ZI—I&Z) ﬂ/oczval(ﬁl—/zz)

_/

48

Discriminant linéaire de Fisher

Algorithme 2-Classes, entrainement I

Calculer 1, 4,

Zﬂf = Z(xn _/'71 )()?n _/'71 )T + Z()?n _/'72 Xin _Ia2 )T

t,=C, t,=Cy
"—V:Zv_&l(/—ll_ﬁz)
W():_W;u1+wluz ou W0=—17VT Nl ﬁ1+ N2 ,[‘z
2 N, +N, N, +N,

Algorithme 2-Classes, généralisationl

POUR CHAQUE donnée test X FAIRE
t= yw(fc) =W X+ w,
SI¢#<0ALORS
t=1
SINON
t=2

~

49
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Discriminant linéaire de Fisher

® On peut voir I’analyse discriminante linéaire comme un cas
particulier des moindres carrés

» voir section 4.1.5

* Il est possible de généraliser au cas a plus de 2 classes
» voir section 4.1.6

<

50

51
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Perceptron

Emettent 1’hypothéque que les données sont gaussiennes

Solution de type « closed form » (inversion de matrice)

Emettent aucune hypothése quant a la distribution des
L données

Solution obtenue grace a une descente de gradient.

>

52

Perceptron
(section 4.1.7, Bishop)

53
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(Perceptron (2 classes)

<

Contrairement aux approches précédentes, le perceptron n’émet pas 1’hypothése
que les données sont gaussiennes

Le perceptron part de la definition brute de la classification binaire par hyperplan

)’fv()_‘.): sign(v_f/T)—c)
= sign(w0 +Wx, F WX, .+ ded)

biais poids

54

(
U
sy

Perceptron
(2D et 2 classes)

-
-
° ® -
- *
(] -~ * *

* .
7 Ya(¥) <0
ST Sl

S
>

X

Vi (X) =wy +wx, +wyx,

T—
X

[l
=y

T;C’y
T

Il
=

=1
\

55
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Perceptron .
(2Det2 Esses) o A ol ). 0.0 w\ s (®=0
: b

° ’t* *
x)<0
*I* * 7@

S
>

X

Fonction d’activation

y, (%)= Sign(vT/T)?)

\_ »

56

4 )

Perceptron
(2D et 2 classes) yp(¥)>0 =y
. .. W\jf;“(x)_
e
** ) ¢

I *** va(%)<(

S
>

X

Neurone
Produit scalaire + fonction d’activation

57
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Perceptron

(N-D and 2-class case) Example 3D

58

~

Nouvelle fonction de colit pour apprendre W

Le but: avec des données d’entrainement D ={(%,.4,),(%,,1, )....(%, .2y )} », €stimer W
afin que:

y w ('xn ) = tn Vn
En d’autres mots, minimiser I’erreur d’entrainement

Ey(#) = 206,

ou /(.,.) est une fonction de perte (loss function en anglais).

Trouver la bonne fonction de perte et le bon algorithme d’optimisation est un
sujet central en apprentissage machine.

\_ »

59
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Vous vous souvenez de la régression?

. . N ~ 2
Maximum de vraisemblance W=arg mmzw
w r[:l
‘—T—‘
E,(w)
~ . N ~ W2 J
Maximum a posteriori w=argmin 3 (r, = y;(3,)) + 40"

n=1

C’est un peu la méme idée pour le Perceptron
mais avec une nouvelle fonction de coiit.

/Régression et classification RAPPEL \|

©

61
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Nouvelle fonction de colt pour apprendre W

Une function simple et indépendante de la distribution des données serait de compter 1 pour chaque
donnée mal classée et 0 sinon

E, (W)= Zl ou M est I'ensemble des données mal classées
P’ e _perceptron
I
2 Exemple:
of
| E,(w)=15
“
|

E R T I 7 el ®

Ainsi, la meilleure solution serait celle pour laquelle on aurait aucune donnée mal classée.

%lheureusement, cette function n’est pas dérivable partout etV E,(i)=0pour des solutions non-optimy

62

4 )

TR
e
K
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Perceptron

Question: comment trouver la meilleure solution? \Y% WE D (yw (X )) =0

_ Initialisation aléatoire
E, (.V 7 (x ))

w [wl,w2]=np.random.randn (2)

50

v/, XV
AN
40 \ !
30 ) %
AR 3

64

Gradient descent

Question: how to find the best solution? VE D (y W (X )) =0

W — ok nVE, (yﬁ/"] ()_5))

L> Gradient de la perte

Taux d’apprentissage
(Learning rate)

65
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/Critére du perceptron (perte)

Observation
Une donnée mal classée survient lorsque
WX >0ett, =—1
ou

WX, <Oett, =+1.

DONC —W'X,f, est TOUJOURS positif pour des données mal classés

66

Critere du perceptron

Le critére du perception est une function qui pénalise les données mal classées

\

E, (W)= z -Ww'xt, ou M est I'ensemble des données mal classées
X, eM

- E,(w)=464.15

33



Perceptron

Question: comment trouver la meilleure solution w avec cette function de perte?

Réponse: une solution frequente est la descente de gradient.

g, ()

|—> Gradient de la function de coit

Taux d’apprentissage (learning rate).

Descente de gradient de base

Initialiser W
k=0
FAIRE k=k+1
W=1iw—yVE,(W)
JUSQU’A ce que toutes les données soient bien classées

68

Perceptron

Pour le critere du Perceptron

VE, (W)=Y —1,%

[Duda-Hart-Stork]

Batch optimization

Initialiser W
k=0
DO k=k+1
W= wn[ Ztnfnj
%,eM

UNTIL toutes les données sont bien classées

NOTE importante sur le taux d’apprentissage 7:

* Trop faible => convergence lente
* Trop grand => peut ne pas converger (et méme diverger)
* Peut décroitre a chaque itération (e.g.n"! =cst/k )

N v

69
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Perceptron A

Une autre version de I’algorithme consiste a analyser une donnée par itération.

Descente de gradient stochastique

Initialiser 1y

k=0

DO k=k+1
FORn=1to N

IF W', <0 THEN /* donnée mal classée */
W=w+nt X

n’'n

UNTIL toutes les données sont bien classées.

70

~

Critere du perceptron

Fonctions d’énergie similaires au critére du Perceptron dont le gradient est le méme
E, (ﬂ/) =Y -w'it, ou M est I'ensemble des données mal classées

E, (Vv) = imax(o, —tnﬂ/T fcn)

v
E, (W)= Zmax((),l - t"VvT?cn) “Hinge Loss” or “SVM” Loss

n=1 /
Chapitre 6

71
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(Perceptron Multiclasse

Vi, (X) est max
-]

o~ - L

(2D et 3 classes)

FR———

_ o0z _

yw,o(fé) =W X =Wy 0+ Wy X + Wy 0X,
_ o0z _

ym(fé) EW X =W, 0+ WX+ WX,

— _)T_) —
yw,z(fé) EW X =W, 5+ W, 1 X+ W, X,

v/

72

(Perceptron Multiclasse

Vi, (X) est max

TR S T

(2D et 3 classes)

FR———

73
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" Perc eptron Multiclasse . s il
I yw,o(i)estma)‘{; . LL:” . ‘:
Exemple - U
®eell,
* (1.1, -2.0) .
\ Vo (¥) est max
-2 =36 0.5 1 -6.9 Classe 0
yw()_é): _4 24 41 11 —96 Classe 1
— 6 4 — 49 — 2 82 Classe 2
\ 74 J
74
Wou Woo | |
Y (X)=| Wy Wy W, | X
Wonr Wao || X
Tel qu’illustré ici, chaque o
ligne de la matrice W contient ®
les paramétres (normale + biais) | © . e Z
du plan de séparation linéaire m— e
de chaque classe. °
@
]

\ http://vision.stanford.edu/teaching/cs23 1n-demos/linear-classify/

75
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Woo Wou Woo |
Y (X)=| W Wy W, | X
Woo Wau Waoo | X2
®
La zone bleue est la zone pour . =
laquelle le score de la classe 0 5 ®
est le plus élevé. ° e Z
@
o . ®
S [ ]
® ® @
e
®
s 37'
\_ ©
76
Woo Wou Woo |
Y (X)=| Wy Wy W, | X
Woo Wau Waoo | X2
®
La zone verte est la zone pour . 5]
laquelle le score de la classe 1 s ®
est le plus élevé. ° e Z
@
o . ®
S [ ]
® ® @
®
s 37'

77

38



-

Woo Wou Woo 1

Yy (X) = Wio Wi WX

Woo Wi Wos | X

@
La zone rouge est la zone pour . o
laquelle le score de la classe 2 ' X ®
est le plus élevé. e - ° | ® e /
® o\° e ®
. °
¢ )
@
®
‘ ' .

78

(Perceptron Multiclasse

Fonction de colt

Somme sur I’ensemble des
données mal classées

Score de la mauvaise classe

VE,(W)- Y5,

X, eM

Score de la bonne classe

79
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(Perceptron Multiclasse

Descente de gradient stochastique

Initialiser W
k=0, i=0
DO k=k+1
FORn=1toN
j=argmaxW'%,
IF j#t THEN /* donnée mal classée*/

UNTIL toutes les données sont bien classées.

80

(Perceptron Multiclasse

Exemple d’entrainement (7=1)

X, =(0.4,-1)z,=0

-2 36 05 |1

6 4 -49| -1

-1.6

y,(¥)=|-4 24 41 |04=|-71

0.5

Classe 0

Classe 1
Classe 2

FAUX!

81
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(Perceptron Multiclasse

Exemple d’entrainement (7=1)

X, =(0.4,-1.0).¢z, =0

—20] [ 1 (1.0
Wy < W, +X, 3.6 |+(04|=| 4.0
05 ] |-1] [-05)
—6.0] [ 1 [—7.0]
W, ¢ W, — X, 40 |-104|=| 3.6
49| |-1] |-39

82

En résumeé

2 classes

i,eM
E, (W)= imax(o, —t WX, )
=]

E, (17{/) = ﬁ:max(o,l -t WX, ) “Hinge Loss” or “SVM” Loss
n=1

E, ()= z -t WX, ou M est I'ensemble des données mal classées

K classes

E,W)=Y (ﬂszcn -, Scn) ot M est I'ensemble des données mal classées

x,ﬁM
ED (W) = zzma{o’ wjrjc’n - ‘X}tjxn)

n=l j

Y
E, (W)= zzmaX(O,l + ﬁ/ff,, - VVZJ_C’,,) “Hinge Loss” or “SVM” Loss

\ n=l_j

83

83
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Perceptron

Advantages:
* Tres simple
* Ne suppose pas que les données sont gaussiennes.
* Si les données sont linéairement séparables, le Perceptron est garanti(!)
de converger en un nombre fini d’itérations (voir Duda-Hart-Stork pour
la preuve)

Limitations:
* Gradient nul pour plusieurs solutions => plusieurs solutions “optimales”
* Les données doivent étre linéairement séparables

Plusieurs solutions Ne fonctionne

“onti » Solution sous-optimale . .
optimales P pas sans modification
A AN
@ o9 e ©°
o:' o, ok

T cett X
ﬁ' ?’.*‘E‘: * g j

—
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~

Perceptron

Advantages:
* Trés simple
* Ne suppose pas que les données sont gaussiennes.
* Si les données sont linéairement séparables, le Perceptron est garanti (!)
de converger en un nombre fini d’iterations (see Duda-Hart-Stork for

proof)

<

Limitations:
* Gradient nul pour plusieurs solutions => plusieurs solutions “optimales”
* Les données doivent étre linéairement séparables

Plusieurs solutions “optimales”

86

Comment améliorer le Perceptron?

Trois fagons d’améliorer le Perceptron

1. Nouvelle fonction d’activation + nouvelle fonction de coiit

e . \’ Régression logistique
2. Utiliser des fonctions de base

\* Méthodes a noyau (chap. 5-6)

\> Réseaux de neurones multicouches (chap. 7)

- v

3. Nouveau réseau

87
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Régression logistique
(Sections 4.2.0, 4.3.2, 5.2.0 —Bishop)

88

 Amélioration du Perceptron

(2D, 2 classes)
Nouvelle fonction d’activation : sigmoide logistique

Vol®) = oW %) = ———
\_ l+e

|
o(v)=—+
I+e
1 —
05
Fonction d’activation sigmoidale _!5 : _Iz 0 ;

89
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 Amélioration du Perceptron A
(2D, 2 classes)
Nouvelle fonction d’activation : sigmoide logistique

W' Xio—> v, (¥ <l0]] 1 =

Neurone -6 -4 -2 0 2 4 6

yo(®) =o' %)=

90

 Amélioration du Perceptron A
(2D, 2 classes)
Nouvelle fonction d’activation : sigmoide logistique
Yi(¥) —>1

e N ».,(¥)=05
X, 4 o © W\ -
.. o *
o ° %
s : o °° Ty
| W X{o—> y(Y) €0] o .~ *x X

*

- ya(®) >0
4 L% Fxx
X

Neurone
v, (%) =o' %)

N r

91

45



 Amélioration du Perceptron A
(N-D, 2 classes)
Nouvelle fonction d’activation : sigmoide logistique
Example 3D

Vi) =05y (x) 1

W' Xio—> v (D) (0]

Neurone

92

 Amélioration du Perceptron A

(N-D, 2 classes)
Exemple

%, =(0.4,-1.0),w=[2.0,-3.6,0.5]

WX =2-3.6%04-0.5=-1.94

WE Iilo- —> yﬂ,(i)=o’(—1.94)= 1+21.94 =0.125

Puisque 0.125 est inférieur a 0.5, 5c'n est derriére le plan.

93
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 Amélioration du Perceptron A

(N-D, 2 classes)

Avec une sigmoide, on peut simuler une probabilité conditionnelle
sur c1 étant donné ¥

v, (@) =0li#"%)= Pc, | %)

Preuve:

94

 Amélioration du Perceptron A

(N-D, 2 classes)

En d’autres mots, si on entraine correctement un réseau logistique,

on finit par apprendre la probabilité conditionnelle de la classe c..
25

(50— v, (D) =oli'5)=Ple, | %,7)

= P, | ,%)=1-Plc, | %) =1-y,(%)

Quelle est la function de colt

N d’un réseau logistique? .

95
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/Fonction de cotit d’un réseau logistique?
(2 classes)

Dans le cas d’un réseau logistique nous avons

Ensemble d’entrainement : D= {(%,4,).(%,.t, s (%,.2,)}
Sortie du réseau:  _(¥)= o'(ﬂ/rfc)= Ple, |W,%)

N

PD|w)=] Pl |%%,) (1-Ple | 9.5,)™
yal®, ) =y, (%)) ™

=1

n=l

<

101 J

101

(Fonction de cofit d’un réseau logistique?

(2 classes)
N

PDIA)=] [l ) (-5 )

n=l1

Solution : Maximum de vraisemblance

W =arg max P(D|W)
N -
cargmen o (5 (3 5
n=1

_ argn}l;ni_ln[yw ()" (1= (’?ﬂ))litn}

=argmin-3'1, In(y, (%)) <(1-1,)In(1-3, (3,)

~

J
102 J

102
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(Fonction de colit d’un réseau logistique?
(2 classes)

A1) = (i) -6

La fonction de colit eNst —In de la vraisemblance

Ep (i) ==, (5%, )+ (1=, Jn(1- 5 (,))

n=1
\b Entropie croisée

On peut ¢galement démontrer que (Cross entropy)

VLE ()= 3 (0 (5) -4,

n=1

\> Contrairement au Perceptron

Preuve en classe le gradient ne depend pas seulement
ou en devoir des données mal classées
\ 103 J

103

Optimisation par batch

Initialiser w
k=0, i=0

UNTIL K==K_MAX.

Descente de gradient stochastique

Initialiser w

k=0, i=0

DO k=k+1
FORn=1toN

w=w-n(y,(%,)-1, )%,
\ UNTIL K==K_MAX.

Optimisation d’un réseau logistique

104 J

104
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Perceptron

Réseau logistique

Réseau logistique

Advantages:
* Plus stable que le Perceptron
* Fonctionne mieux avec des données non séparables

105

Réseau logistique

Advantages:
* Plus stable que le Perceptron
» Fonctionne mieux avec des données non séparables

106
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/Et pour K>2 classes?

Nouvelle fonction d’activation : Softmax

=1, (¥) = Plc,|W,%)
> Vi (X) = Ple, | W, %)

Y5, (X) = P, |W,3)

107 J

107

/Et pour K>2 classes?

Nouvelle fonction d’activation : Softmax

i exp>| =y, (D) = P, |7,%)

norm

W5 ) €Xp > § [y, () =Pl |7.%)

W, X
Wi —» €Xp = Vi, (X) = Ple, | W, %)
Softmax

108 J

108
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/Et pour K>2 classes?

‘airplane’ = t =[1000000000]

airplane 2.9 v ..:__- ‘automobile' = t = [0100000000]
auomobiie ENE I s E= S 'bird' = t=[0010000000]
v Rl WES ¥ EEE ‘cat’ = t=[0001000000]
cat EB%HI_E <P ‘deer’ = £=[0000100000]
et ﬁ.ﬂﬁ&mﬁ!‘! ‘dog’ = t=[0000010000]
o ol e [l o [ PN 'frog' £=[0000001000

w EEEGEUSERE 2 ]
o LR horse’ = t=[0000000100]
oo Eagcc g il PRI o ‘ship' = t=[0000000010]
truck %W s =E S0 'truck' = t =[0000000001]

\ Etiquettes de classe : one-hot vector ,, )

109

/Et pour K>2 classes?

N K
=HH t | W,x, )
n=1 k=l

Entropie croisée (cross entropy)

Ey(W)=-In(P(D| 1)) == 31, InPle, | .5,

n=1 k=1

Puisqu’on veut que la sortie du réseauy, (%, ) soit égale a P(z, | W,X,)

W) z_iit/wmywk (%,)

n=1 k=l

N "

110
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E,(W)

On peut montrer que

(Et pour K>2 cla

sses?

En general, on aj oute\

1/N pour normaliser
/ le calcul de la loss

1 & -
_N Zztkn lnyW(xn)

n=l k=1

111

Optimisation par batch

Initialiser W
k=0, i=0
DO k=k+1

/

n=1

W=W-1V,EW)

UNTIL K==K_MAX.

VW)= > (0 5) 1.,

Descente de gradient stochastique

Initialiser W

k=0, i=0

DO k=k+1
FORn=1toN

\ UNTIL K==K_MA

X.

W= W_’](yW(xn)_tn)in

Optimisation d’un réseau logistique multiclasse

112
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Wow! Beaucoup d’information...

Résumons...

N 0

113

Réseaux de neurones

2 classes

‘VvTic"ig—>
U ety ()

()

w'x ==|a '_>Y.1v()~‘):P(C1 |)—C)

Sign activation sigmoid activation

N "

114
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o,
Réseaux de neurones

K classes

argmax y, (fc)

mE A exp>| =y () = Pq %)
HEHED> P 1a ™ =P l3)

Wx > €Xp> Vi, (¥) = Pc, | %)

\ "~ Softmax activation s j

115

Fonctions de couts

2 classes
E, ()= Z— LW, ou M estl'ensembledes donnéesmalclassées
X,eM
N
E,(#) = max{0,~,i"%, )
n=1
ED(VV) = ﬁ:max(o,l —tnﬂ;chn) “Hinge Loss” ou “SVM” Loss
n=1
N . .
E)=-3 o )1 ol () Erome e

116 J

116
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Fonctions de couts

K classes

E,(W)=>" (WjT X, - W;)?n) ot M est I'ensemble des données mal classées

X, eM

M
ED (W) = zzmax(o’ \Vj—'r)_én - \Vt:-)_én)

n=l j

N
E (W)= ZZmaX(O,l + W]T)_c'n - WTfn> “Hinge Loss” ou “SVM” Loss

n=l j
N K
E, (W) = —ZZ% Iny,, ( xn) Entropie croisée avec « one hot vector »
n=l k=l (ou cross entropy)

117

Optimisation

Descente de gradient

\TV[/HI] — \—,{,[k] —U[k]VE
I—> Gradient de la function de cott

Taux d’apprentissage ou “learning rate”.

Optimisation par Batch Descente de gradient stochastique
Initialiser w Initialiser w
k=0 k=0
FAIRE k=k+1 FAIRE k=k+1
FORn=1toN
.~ -
Ww=w-— VE(X,
7LV = -7V E,)

JUSQU’A ce que toutes les données JUSQU’A ce que toutes les données
sont bien classées ou k==MAX ITER sont bien classées ou k== MAX ITER

\ Parfois 77[k] =cst/k 118 j

118




Régularisation

119 J

119

Régularisation

Diftférents poids peuvent donner le méme score
¥=(1.0,1.0,1.0) Quels

w, =[1/3,1/3,1/3]

poidS sont les
' 57
1/-"}1 — [1’0’0] meﬂ\eur

Solution:
Maximum a

posteriori

120 J

120
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Maximum a posteriori )

Régularisation

Maximum de vraisemblance
W= argmvgle(D |W)

N
= argn}VanI—lnP(tn |X, . W)

n=
L J

Y
E,(W)
Maximum a posteriori
W= argmvgxP(W | D)

N
= argn}VinZ— InP(t, | %,, W)+ AR(W)
=1

n=
\ J

\ EDY(W) 121 J

121

Note :
il est frequent de combiner différentes
fonctions de cout avec différentes
fonctions de régularisation

N 2

123
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Maximum a posteriori

Constante

o

E(W)=2 1y, (&, ).1,) + AR(W)

n=1 /
Fonction de perte

Regularisation

R(O)= W], oulpr],

124 J

124

Maximum a posteriori

Exemple : Hinge loss + régularisation L2

N 2
E(w)=> max0,1—1,w'%, )+ |w|
n=1

VyE(w)=>-t%, +2/1in
%,eM d=0

125 J

125
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Maximum a posteriori

Exemple : entropie croisée + régularisation L2

argmin— In(P(D|W))+ /1”W”2

d

argain= 1, Iy, () (-1, nl1 3, (5 )+ 23 )

i=1

v, Ew) =3 (3 (5, )1, F, +223

n=1 d=0

126

£

c

Exemples

rom sklearn.linear model import SGDClassifier

SGDClassifier (loss='perceptron',6 learning rate='constant',
etal0=1, n_iter=1000)

SGDClassifier (loss="'log', learning rate ='constant',
etal0=1, n_iter=1000)

SGDClassifier (loss=‘hinge',penalty='12’,alpha=0.01,

learning rate ='invscaling', eta0=1, n_iter=1000)

127 J

127
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4 )
\ 128 J
4 )
Mieux comprendre
Entropie croisée vs Hinge loss
\ 129 J

129
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Entropie croisée vs Hinge Loss

Dépendamment de la /oss utilisée, la sortie du réseau sera différente

* Hinge loss : sortie multiplication matrice-vecteur

* Entropie croisée : sortie softmax

U

L

Z eW/Tf 130 J

Hinge loss
b 22 Score
= —44 =2 max (0,-2.85-0.28 +1)+
56 =28 max (0,0.86-0.28+1)
| 0.86 -
028 max (0,-2.13)+max (0,1.58)
1 1.58

0.0 00l -005 0.1 0.05}]-15
02 07 02 005 016/ 22 |H
-03 00 -045 -02 0.03| 44

Entropie croisée

Score

56
W _ 285 0.06 0.02
— exp norm —In(0.35)
X | 086 |—|236|—| 0.63 =
028 1.32 035| 0.452
(Softmax)

131
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=

0.0 00l -005 0.1 0.05}]-15
02 07 02 005 016} 22
-03 00 -045 -02 0.03| 44
56

Q1: Qu’arrive-t-il si le score de la classe
0 (donc -2.85) change un peu?

\_

Hinge loss
Score
max(O,—2.85 -0.28+ 1) +
285 max (0,0.86—0.28+1)
0.86 -
028 max (0,-2.13)+max (0,1.58)
1.58
Entropie croisée
Score
285 0.06 0.02
exp norm —1n(0.35)
0.86 |[— |236|—0.63 -
028 1.32 035| 0.452
(Softmax)

- j

132

0.0 00l -005 0.1 0.05}]-15
02 07 02 005 016} 22
-03 00 -045 -02 0.03| 44

56

Q2: Qu’arrive-t-il si le score de la classe
1 (donc 0.86) augmente?

\_

Hinge loss
Score
max(O,—2.85 -0.28+ 1) +
285 max (0,0.86—0.28+1)
0.86 -
028 max (0,-2.13)+max (0,1.58)
1.58
Entropie croisée
Score
285 0.06 0.02
exp norm —1n(0.35)
0.86 |[— |236|— 063 -
028 1.32 035| 0452
(Softmax)
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=

-15 Hinge loss
22 o
i= = 2 Score
—44 max(O,—2.85—0.28+1)+
56 285 max (0,0.86—0.28+1)
| 0.86 =
028 max (0,-2.13)+max (0,1.58)
1 1.58
00 0.01 -0.05 0.1 0.05|-15
02 07 02 0.05 016} 22
Entropie croisée
03 0.0 -045 02 0.03( 44
Score
56
- - 285 0.06 0.02
exp norm ~In(0.35)
0.86 |— | 236 |—| 0.63 =
0.452
Q3: quelles sont les valeurs MIN/MAX 028 132 035
de ces deux loss? (Softmax)
134
—-15 Hinge loss
22 o
i= = 2 Score
—44 max(O,—2.85—0.28+1)+
56 285 max (0,0.86—0.28+1)
0.86 -
028 max (0,-2.13)+max (0,1.58)
1] 1.58
00 0.01 -0.05 0.1 0.05|-15
02 07 02 0.05 016} 22
Entropie croisée
03 0.0 -045 02 0.03( 44
Score
56
- - 285 0.06 0.02
exp norm ~1n(0.35)
0.86 |— | 236 |—| 0.63 =
0.452
Q4: quelle serait la loss totale si on devait 028 132 033
ajouter un terme de régularisation L2? (Softmax)

w—1)

135
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Superbe systeme en ligne de Stanford pour illustrer la
classification multiclasses

x[0) | x[(1) ¥ s[0) | =[1) (2] b

proportional to how 3
Note: you can drag the datapoints.
1.08 | |-0. -2.64)

Single parameter updale

Start repeated update

Stop repeated update

Randomize parameters

<

\ http://vision.stanford.edu/teaching/cs23 ln-demos/linear-classifvy
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